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RESUMEN 

La investigación "Predicción de la resistencia a la compresión de concreto de 210 y 

175 kg/cm2 con redes neuronales artificiales" tuvo como objetivo determinar la precisión de 

la predicción de una red neuronal artificial (RNA) para determinar la resistencia a la 

compresión de concreto por medio del análisis estadístico de los datos de resistencia 

predichos en comparación con los obtenidos en laboratorio. Para ello, se creó una base de 

datos históricos de diseños de mezcla y se programó una RNA en Python capaz de predecir 

la resistencia a la compresión de ambos tipos de concreto. Luego, se elaboraron probetas de 

concreto de 15 x 30 cm para cada tipo de resistencia, siendo 54 en total y se determinó su 

resistencia a la compresión a los 7, 14 y 28 días mediante ensayos de laboratorio. Los 

resultados mostraron que la RNA tiene un error máximo promedio de 4.3 % en los 28 días 

para concreto de 175 Kg/cm2 y de 4.7 % para 7 días para un concreto con diseño 210 kg/cm2 

 

PALABRAS CLAVES: Resistencia a la compresión, redes neuronales, predicción, 

ingeniería civil, nuevas tecnologías.  

  



NOTA 

El contenido de la investigación no se encuentra disponible en 

acceso abierto, por determinación de los propios 

autores amparados en el Texto Integrado del Reglamento 
RENATI, artículo 12. 
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